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卷积神经网络研究综述
周飞燕1),2)	金林鹏1),2)	董军1)

1)(中国科学院苏州纳米技术与纳米仿生研究所,苏州市216123) 2)(中国科学院大学,北京市100049)

摘 要 作为一个十余年来快速发展的崭新领域，深度学习受到了越来越多研究者的关注，它在特征提取和模型拟合上都有着相较于浅层模型显然的优势。深度学习善于从原始输入数据中挖掘越来越抽象的分布式特征表示，而这些表示具有良好的泛化能力。它解决了过去人工智能中被认为难以解决的一些问题。且随着训练数据集数量的显著增长以及芯片处理能力的剧增，它在目标检测和计算机视觉、自然语言处理、语音识别和语义分析等领域成效卓然，因此也促进了人工智能的发展。深度学习是包含多级非线性变换的层级机器学习方法，深层神经网络是目前的主要形式，其神经元间的连接模式受启发于动物视觉皮层组织，而卷积神经网络则是其中一种经典而广泛应用的网络结构。卷积神经网络的局部连接、权值共享及池化操作等特性使之可以有效地降低网络的复杂度，减少训练参数的数目，使模型对平移、扭曲、缩放具有一定程度的不变性，并具有强鲁棒性和容错能力，且也易于训练和优化网络结构。基于这些优越的特性，它在各种信号和信息处理任务中的性能优于标准的全连接神经网络。本文首先概述了卷积神经网络的发展历史，然后分别描述了神经元模型、多层感知器的结构。接着，详细分析了卷积神经网络的结构，包括卷积层、取样层、全连接层，它们发挥着不同的作用。然后，讨论了网中网结构、空间变换网络等改进的卷积神经网络。同时，还分别介绍了卷积神经网络的监督学习、无监督学习训练方法以及一些常用的开源工具。此外，本文以图像分类、人脸识别、音频检索、心电图分类及目标检测等为例，对卷积神经网络的应用作了归纳。卷积神经网络与递归神经网络的集成是一个途径。为了给读者以尽可能多的借鉴，本文还设计并试验了不同参数及不同深度的卷积神经网络以图把握各参数间的相互关系及不同参数设置对结果的影响。最后，给出了卷积神经网络及其应用中待解决的若干问题。
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Abstract As a new and rapidly growing field for more than ten years, deep learning has gained more and more attentions from different researchers. Compared with shallow architectures, it has great advantage in both feature extracting and model fitting. And it is very good at discovering increasingly abstract distributed feature representations whose generalization ability is strong from the raw input data. It also has successfully solved some problems which were considered difficult to solve in artificial intelligence in the past. Furthermore, with
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the outstandingly increased size of data used for training and the drastic increases in chip processing capabilities, this method today has resulted in significant progress and been used in a broad area of applications such as object detection, computer vision, natural language processing, speech recognition and semantic parsing and so on, thus also promoting the advancement of artificial intelligence. Deep learning which consists of multiple levels of non-linear transformations is a hierarchical machine learning method. And deep neural network is the main form
of	the	present	deep	learning method	in	which	the	connectivity	pattern	between	its neurons is	inspired	by	the
organization of  the animal visual cortex. Convolutional neural network that has been widely  used is a classic kind of deep neural network. There are several characteristics such as local connections, shared weights, pooling etc. These features can reduce the complexity of the network model and the number of training parameters, and they also can make the model creating some degree of invariance to shift, distortion and scale and having strong  robustness  and  fault  tolerance.  So  it  is  easy to  train  and  optimize  its  network  structure.  Based  on  these predominant characteristics, it has been shown to outperform the standard fully connected neural networks in a variety of signal and information processing tasks. In this paper, first of all, the historical development of convolutional neural network is summarized. After that, the structures of a neuron model and multilayer perceptron are shown. Later on, a  detailed analysis of the convolutional neural  network architecture which is comprised of a number of convolutional layers and  pooling layers followed by fully connected layers is given. Different kinds of layers in convolutional neural network architecture play different roles. Then, a few improved algorithms such as network in network and spatial transformer networks of convolutional neural network are described. Meanwhile, the supervised learning and unsupervised learning method of convolutional neural network and some widely used open source tools are introduced, respectively. In addition, the application of convolutional neural network on image classification, face recognition, audio retrieve, electrocardiogram classification, object detection, and so on is analyzed. Integrating of convolutional neural network and recurrent neural network to train inputted data could be an alternative machine learning approach. Finally, different convolution neural  network structures with different parameters and different depths are designed. Through a series of experiments, the relations between these parameters in these models and the influence of different parameter settings are ready. Some advantages and remained issues of convolutional neural network and its applications are concluded.
Key words	convolutional neural network; deep learning; network structure; training method; domain data

1引 言
人工神经元网络（Artificial Neural Network，ANN）是对生物神经网络的一种模拟和近似，是由大量神经元通过相互连接而构成的自适应非线性动态网络系统。1943年，心理学家McCulloch和数理逻辑学家Pitts提出了神经元的第一个数学模型—MP模型[1]。MP模型具有开创意义，为后来的研究工作提供了依据。到了上世纪50年代末、60年代初，Rosenblatt在MP模型的基础之上增加学习功能，提出了单层感知器模型，第一次把神经网络的研究付诸实践[2-3]。但是单层感知器网络模型不能够处理线性不可分问题。直至1986年，Rumelhart和 Hinton 等提出了一种按误差逆传播算法训练的多层前馈网络—反向传播网络（Back Propagation

Network，简称BP网络），解决了原来一些单层感知器所不能解决的问题[4]。由于在90年代，各种浅层机器学习模型相继被提出，较经典的如支持向量
机[5]。而且当增加神经网络的层数时传统的BP网络会遇到局部最优、过拟合及梯度扩散等问题，这些使得深度模型的研究被搁置。
2006年，Hinton等人[6]在《Science》上发文，其主要观点有：1）多隐层的人工神经网络具有优异的特征学习能力；2）可通过“逐层预训练”（layer-wise pre-training）来有效克服深层神经网络在训练上的困难，从此引出了深度学习（Deep Learning）的研究，同时也掀起了人工神经网络的又一热潮[7]。在深度学习的逐层预训练算法中首先将无监督学习应用于网络每一层的预训练，每次只无监督训练一层，并将该层的训练结果作为其下一
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层的输入，然后再用有监督学习（BP 算法）微调预训练好的网络[8-10]。这种深度学习预训练方法在手写体数字识别或者行人检测中，特别是当标注样本数量有限时能使识别效果或者检测效果得到显


经元j。wij表示输入信号xi与神经元j连接的权重值，bj表示神经元的内部状态即偏置值，yj为神
经元的输出。输入与输出之间的对应关系可用下式表示： (

)

著提升[11]。Bengio[12]系统地介绍了深度学习所包含
的网络结构和学习方法。目前，常用的深度学习模型有深度置信网络（Deep Belief Network，DBN）

n
yj	f (bj	(xi *wij ))
i1


（1）

[13-16]

f ()
、层叠自动去噪编码机（Stacked	Deoising

为激励函数，其选择可以有很多种，可以是线
[25]

Autoencoders，SDA）[17-18]

、卷积神经网络

性纠正函数（rectified	linear	unit， ReLU）
[26]

，

（Convolutional	Neural	Network，CNN）[19-20]等。

sigmoid函数、tanh(x)函数、径向基函数等

。

2016年1月28日，英国《Nature》杂志以封面文章形式报道：谷歌旗下人工智能公司深灵（DeepMind）开发的AlphaGo以5比0战胜了卫冕欧洲冠军—本以为大概十年后人工智能才能做到[21]。AlphaGo主要采用价值网络（value networks）来评估棋盘的位置，用策略网络（policy networks）来选择下棋步法，这两种网络都是深层神经网络模型，AlphaGo所取得的成果是深度学习带来的人工智能的又一次突破，这也说明了深度学习具有强大的潜力。
事实上，早在2006年以前就已有人提出一种学习效率很高的深度学习模型—卷积神经网络。在上世纪80、90年代，一些研究者发表了CNN的相关研究工作，且在几个模式识别领域尤其是手写数字识别中取得了良好的识别效果[22- 23]。然而此时的CNN只适合做小图片的识别，对于大规模数据，识别效果不佳[7]。直至2012年，Krizhevsky等使用扩展了深度的CNN在ImageNet大规模视觉识别挑战竞赛（ImageNet Large Scale Visual Recognition Challenge，LSVRC）中取得了当时最佳的分类效果，
[24]

2.2多层感知器
多层感知器（Multilayer Perceptron，MLP）是由输入层、隐含层（一层或者多层）及输出层构成的神经网络模型，它可以解决单层感知器不能解决的线性不可分问题。图2是含有2个隐含层的多层感知器网络拓扑结构图。










图2	多层感知器结构图
输入层神经元接收输入信号，隐含层和输出层的每一个神经元与之相邻层的所有神经元连接，即全连接，同一层的神经元间不相连。图2中，有箭头的线段表示神经元间的连接和信号传输的方向，且每个连接都有一个连接权值。隐含层和输出层中每一个神经元的输入为前一层所有神经元输出值

使得CNN越来越受到研究者们的重视	。

的加权和。假设xml

是MLP中第l层第m个神经元

2卷积神经网络概述

的输入值，yml	和bml

分别为该神经元输出值和偏置

值，wiml1为该神经元与第l1层第i个神经元的连

2.1	神经元
神经元是人工神经网络的基本处理单元，一般是多输入单输出的单元，其结构模型如下图1所示：

接权值，则有：
k
xml bmlwiml1 * yil1	（2）
i1

yml	f (xml	)	（3）





其中，xi





图1	神经元模型
表示输入信号，n个输入信号同时输入神

当多层感知器用于分类时，其输入神经元个数为输入信号的维数，输出神经元个数为类别数，隐含层个数及隐层神经元个数视具体情况而定。但在实际应用中，由于受到参数学习效率影响，一般使用不超过3层的浅层模型。BP算法可分为两个阶
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段：前向传播和后向传播，其后向传播始于 MLP的输出层。以图2为例，则损失函数为[27]：


后，LeCun等基于Fukushima的研究工作使用误差梯度回传方法设计并训练了 CNN（该模型称为

h
EE(	1yl	, . . . . .hyl. ,)	jyl	(	j2t	)	（4）
j
其中第l层为输出层，t j为输出层第j个神经元的
期望输出，对损失函数求一阶偏导，则网络权值更新公式为：
l1	l1	E

LeNet-5），LeNet-5是经典的CNN结构，后续有许多工作基于此进行改进，它在一些模式识别领域中取得了良好的分类效果[19]。
CNN的基本结构由输入层、卷积层、取样层、全连接层及输出层构成。卷积层和取样层一般会取若干个，采用卷积层和取样层交替设置，即一个卷

wim	wim	*	l1	（5）

积层连接一个取样层，取样层后再连接一个卷积

wim
其中，为学习率。

层，依此类推。由于卷积层中输出特征面的每个神
经元与其输入进行局部连接，并通过对应的连接权

2.3	卷积神经网络
1962年，生物学家Hubel和Wiesel通过对猫脑视觉皮层的研究，发现在视觉皮层中存在一系列复杂构造的细胞，这些细胞对视觉输入空间的局部区域很敏感，它们被称为“感受野”[28]。感受野以某种方式覆盖整个视觉域，它在输入空间中起局部作用，因而能够更好地挖掘出存在于自然图像中强烈的局部空间相关性。文献[28]将被称为感受野的这些细胞分为简单细胞和复杂细胞两种类型。根据Hubel-Wiesel的层级模型，在视觉皮层中的神经网络有一个层级结构：LGB（外侧膝状体）→简单细胞→复杂细胞→低阶超复杂细胞→高阶超复杂细胞[29]。低阶超复杂细胞与高阶超复杂细胞之间的神经网络结构类似于简单细胞和复杂细胞间的神经网络结构。在该层级结构中，处于较高阶段的细胞通常会有这样一个倾向：对刺激模式更复杂的特征进行选择性响应；同时也具有一个更大的感受野，对刺激模式位置的移动也更不敏感。1980 年，Fukushima根据Huble和Wiesel的层级模型提出了结构与之类似的神经认知机（Neocognitron）[29]。神经认知机采用简单细胞层（S-layer，S层）和复杂细胞层（C-layer，C层）交替组成，其中S层与Huble-Wiesel层级模型中的简单细胞层或者低阶超复杂细胞层相对应，C层对应于复杂细胞层或者高阶超复杂细胞层。S层能够最大程度地响应感受野内的特定边缘刺激，提取其输入层的局部特征，C层对来自确切位置的刺激具有局部不敏感性。尽管在神经认知机中没有像BP算法那样的全局监督学习过程可利用，但它仍可认为是CNN的第一个工程实现网络，卷积和下采样分别受启发于Hubel-Wiesel概念的简单细胞和复杂细胞，它能够准确识别具有位移和轻微形变的输入模式[29-30]。随

值与局部输入进行加权求和再加上偏置值，得到该神经元输入值，该过程等同于卷积过程，卷积神经网络也由此而得名[19]。
2.3.1卷积层
卷积层（convolutional layer）由多个特征面（Feature Map）组成，每个特征面由多个神经元组成，它的每一个神经元通过卷积核与上一层特征面的局部区域相连。卷积核是一个权值矩阵（如对于
二维而言可为3*3或5*5矩阵）[19,31]。CNN的卷积层通过卷积操作提取输入的不同特征，第一层卷积层提取低级特征如边缘、线条、角落，更高层的卷积层提取更高级的特征①。为了能够更好的理解CNN，下面以一维CNN（1D CNN）为例，2D和3D CNN可依此进行拓展。图3所示为1D CNN的卷积层和取样层结构示意图，最顶层为取样层，中间层为卷积层，最底层为卷积层的输入层。







图3.卷积层与取样层结构示意图
由图3可看出卷积层的神经元被组织到各个特征面中，每个神经元通过一组权值被连接到上一层特征面的局部区域，即卷积层中的神经元与其输入层中的特征面进行局部连接[11]。然后将该局部加权和传递给一个非线性函数如ReLU函数即可获得
① Samer	Hijazi,	Rishi	Kumar,	Chris	Rowen,	et	al.	Using	convoluti
onal neural networks for image recognition. http://ip.cadence.com/ uploads/901/cnn_wp-pdf 2016,9,22
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卷积层中每个神经元的输出值。在同一个输入特征面和同一个输出特征面中，CNN的权值共享，如图3所示，权值共享发生在同一种颜色当中，不同颜色权值不共享。通过权值共享可以减小模型复杂度，使得网络更易于训练。以图3中卷积层的输出特征面 1 和其输入层的输入特征面 1 为例，


函数，输出不会随着输入的逐渐增加而趋于饱和 (
ReLU
函
数
tanh
函
数
)
2
1.5
1
0.5 (
f
(
x
)
)

w1(1)1(1) w1(2)1(2) w1(3)1(3) w1(4)1(4)

，而w1(1)1(1) w1(2)1(1) w1(3)1(1)，


0
-0.5

其中wm(i)n( j)

表示输入特征面m第i个神经元与输出


-1
-2	-1.5	-1	-0.5	0	0.5	1	1.5	2

特征面n第j个神经元的连接权值。此外卷积核的滑动步长即卷积核每一次平移的距离也是卷积层中一个重要的参数。在图3中，设置卷积核在上一

x
图4 ReLU与tanh函数曲线图
Chen在其报告中分析了影响CNN性能的3个

层的滑动步长为1，卷积核大小为1*3。CNN中每
一个卷积层的每个输出特征面的大小（即神经元的
个数）oMapN满足如下关系[32]：

因素：层数、特征面的数目及网络组织①。该报告使用9种结构的CNN进行中文手写体识别实验，



(iMapNCWindow)	

通过统计测试结果得到具有较小卷积核的CNN结

oMapN	1

（6）

CInterval
	
其中，iMapN 表示每一个输入特征面的大小，CWindow为卷积核的大小，CInterval表示卷积核在其上一层的滑动步长。通常情况下，要保证（6）式能够整除，否则需对CNN网络结构作额外处理。每个卷积层可训练参数数目CParams满足下式[32]：

构的一些结论：1）增加网络的深度能够提升准确
率；2）增加特征面的数目也可以提升准确率；3）增加一个卷积层比增加一个全连接层能获得一个更高的准确率。文献[35]指出深度网络结构具有两个优点：1）可以促进特征的重复利用；2）能够获取高层表达中更抽象的特征，由于更抽象的概念可

C P a r a ms(	i M*a p	C Wi n1d) o*w	o（M a7）p
oMap为每个卷积层输出特征面的个数，iMap为输入特征面个数。1表示偏置，在同一个输出特征面
中偏置也共享。假设卷积层中输出特征面n第k个
神经元的输出值为xnkout，而xmhin 表示其输入特征面m第h个神经元的输出值，以图3为例，则[32]：
xnkout f cov(x1inh *w1(h)n(k)x1(inh1) *w1(h1)n(k)x1(inh2) *w1(h2)n(k)...bn)（8）上式中，bn为输出特征面n的偏置值。fcov ()为非
线性激励函数。在传统的CNN中，激励函数一般使用饱和非线性函数（saturating nonlinearity）如sigmoid函数，tanh函数等。相比较于饱和非线性函数，不饱和非线性函数（non-saturating nonlinearity）能够解决梯度爆炸/梯度消失问题，同时其也能够加快收敛速度[33]。Jarrett等[34]探讨了卷积网络中不同的纠正非线性函数（rectified nonlinearity，包括max(0,x)非线性函数），通过实验发现它们能够显著提升卷积网络的性能，文献[25]也验证了这一结论[25]。因此在目前的CNN结构中常用不饱和非线性函数作为卷积层的激励函数如
ReLU函数。ReLU函数的计算公式如下所示[24-25]：
fcov (x)max(0, x)	（9）
图4中红色的为ReLU曲线，蓝色为tanh曲线。对于ReLU而言，如果输入大于0，则输出与输入相等，否则输出为0。从图4可以看出，使用ReLU

根据抽象性更弱的概念来构造，因此深度结构能够获取更抽象的表达，例如在CNN中通过池化操作来建立这种抽象，更抽象的概念通常对输入的大部
分局部变化具有不变性。He等人[36]探讨了在限定计算复杂度和时间上如何平衡CNN网络结构中深度、特征面数目、卷积核大小等因素的问题。文献[36]首先研究了深度（Depth）与卷积核大小间的关系，采用较小的卷积核替代较大的卷积核，同时增加网络深度来增加复杂度，通过实验结果表明网络深度比卷积核大小更重要；当时间复杂度大致相同时，具有更小卷积核且深度更深的CNN结构比具有更大卷积核同时深度更浅的CNN结构能够获得更好的实验结果。其次，该文献也研究了网络深度和特征面数目间的关系，CNN网络结构设置为：在增加网络深度时适当减少特征面的数目，同时卷积核的大小保持不变，实验结果表明，深度越深，网络的性能越好；然而随着深度的增加，网络性能也达到饱和。此外，该文献还通过固定网络深度研究了特征面数目和卷积核大小间的关系，通过实验对比，发现特征面数目和卷积核大小的优先级差不多，其发挥的作用均没有网络深度大。由于过度
① Chen Xu. Convolution neural networks for Chinese handwriting recognition, http://cs231n.stanford.edu/reports2016/428_Report.pdf
2016,9,22
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地减小特征面的数目或者卷积核大小会损害网络的准确性，同时过度地增加网络深度也会降低网络准确性，因此如果网络深度很深，那么准确性会达到饱和甚至下降。
在CNN结构中，深度越深、特征面数目越多，则网络能够表示的特征空间也就越大、网络学习能力也越强，然而也会使网络的计算更复杂，极易出现过拟合的现象。因而，在实际应用中应当适当选取网络深度、特征面数目、卷积核的大小及卷积时

的同一个特征面不同神经元与上一层的局部接受域不重叠，然而也可以采用重叠池化（overlapping pooling）的方法。所谓重叠池化方法就是相邻的池化窗口间有重叠区域。文献[24]采用重叠池化框架使top-1和top-5的错误率分别降低了0.4%和0.3%，与无重叠池化框架相比，其泛化能力更强，更不易产生过拟合。设取样层中第n个输出特征面第l个
神经元的输出值为tnlout，同样以图3为例，则有[32]：

滑动的步长，以使训练能够获得一个好的模型同时	tnlout		sub(tnqin ,tnin(q1) ) (
f
)
还能减少训练时间。

（10）

2.3.2取样层
取样层（pooling layer，也称为池化层）紧跟在卷积层之后，同样由多个特征面组成，它的每一个特征面唯一对应于其上一层的一个特征面，不会改变特征面的个数。如图3，卷积层是取样层的输入层，卷积层的一个特征面与取样层中的一个特征面唯一对应，且取样层的神经元也与其输入层的局部接受域相连，不同神经元局部接受域不重叠。取样

tnqin表示取样层的第n个输入特征面第q个神经元的
输出值，fsub ()可为取最大值函数、取均值函数等。
取样层在上一层滑动的窗口也称为取样核。事实上，CNN 中的卷积核与取样核相当于Hubel-Wiesel模型[28]中感受野在工程上的实现，卷积层用来模拟Hubel-Wiesel理论的简单细胞，取样层模拟该理论的复杂细胞。CNN中每个取样层的每一个输出特征面的大小（神经元个数）DoMapN为[33]：

层旨在通过降低特征面的分辨率来获得具有空间不变性的特征[37]。取样层起到二次提取特征的作用，它的每个神经元对局部接受域进行池化操作。常用的池化方法有最大池化（max-pooling）即取局部接受域中值最大的点、均值池化（mean pooling）即对局部接受域中的所有值求均值、随机池化
（stachastic pooling）[38-39]。文献[40]给出了关于最大池化和均值池化详细的理论分析，通过分析得出以下一些预测：1）最大池化特别适用于分离非常稀疏的特征；2）使用局部区域内所有的采样点去执行池化操作也许不是最优的，例如均值池化就利用了局部接受域内的所有采样点。文献[41]比较了最大池化和均值池化两种方法，通过实验发现：当分类层采用线性分类器如线性SVM时，最大池化方法比均值池化能够获得一个更好的分类性能。随机池化方法是对局部接受域采样点按照其值大小赋予概率值，再根据概率值大小随机选择，该池化方法确保了特征面中不是最大激励的神经元也能够被利用到[37]。随机池化具有最大池化的优点，同时由于随机性它能够避免过拟合。此外，还有混合池化（mixed pooling）、空间金字塔池化（spatial pyramid pooling）、频谱池化（spectral pooling）等池化方法[37]。在通常所采用的池化方法中，取样层

oMapN
	
（11）
DoMapN
	
DWindow
	
其中，取样核的大小为 DWindow，在图 3 中DWindow=2。取样层通过减少卷积层间的连接数
量，即通过池化操作神经元数量减少，降低了网络模型的计算量。
2.3.3全连接层
在CNN结构中，经多个卷积层和取样层后，连接着1个或1个以上的全连接层。与MLP类似，全连接层中的每个神经元与其前一层的所有神经元进行全连接。全连接层可以整合卷积层或者取样
层中具有类别区分性的局部信息[42]。为了提升CNN网络性能，全连接层每个神经元的激励函数一般采
用ReLU函数[43]。最后一层全连接层的输出值被传递给一个输出层，可以采用 softmax 逻辑回归（softmax regression）进行分类，该层也可称为softmax层（softmax layer）。对于一个具体的分类任务，选择一个合适的损失函数是十分重要的，文献[37]介绍了 CNN 几种常用的损失函数并分析了它们各自的特点。通常，CNN的全连接层与MLP结构一样，CNN的训练算法也多采用BP算法。
当一个大的前馈神经网络训练一个小的数据集时，由于它的高容量，它在留存测试数据（held-out test data，也可称为校验集）上通常表现不佳[30]。为
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了避免训练过拟合，常在全连接层中采用正则化方法—dropout技术即使隐层神经元的输出值以0.5的概率变为0，通过该技术部分隐层节点失效，这些节点不参加CNN的前向传播过程，也不会参加后向传播过程[24,30]。对于每次输入到网络中的样本，由于dropout技术的随机性，它对应的网络结构不相同，但是所有的这些结构共享权值[24]。由于一个神经元不能依赖于其它特定神经元而存在，所以这种技术降低了神经元间相互适应的复杂性，使神经
元学习得到更鲁棒的特征[24]。目前，关于CNN的研究大都采用ReLU+dropout技术，并取得了很好的分类性能[24,44-45]。
2.3.4特征面
特征面数目作为CNN的一个重要参数，它通常是根据实际应用进行设置的，如果特征面个数过少，可能会使一些有利于网络学习的特征被忽略掉，从而不利于网络的学习；但是如果特征面个数过多，可训练参数个数及网络训练时间也会增加，这同样不利于学习网络模型。文献[46]提出了一种理论方法用于确定最佳的特征面数目，然而该方法仅对极小的接受域有效，它不能够推广到任意大小的接受域。该文献通过实验发现：与每层特征面数目均相同的CNN结构相比，金字塔架构（该网络结构的特征面数目按倍数增加）更能有效利用计算资源。目前，对于CNN网络特征面数目的设定通常采用的是人工设置方法，然后进行实验并观察所得训练模型的分类性能，最终根据网络训练时间和分类性能来选取特征面数目。
2.3.5 CNN结构的进一步说明
CNN 的实现过程实际上已经包含了特征提取过程，以图5、图6为例直观地显示CNN提取的特征。文献[47]采用CNN进行指纹方向场评估，图5为其模型结构。图5共有3个卷积层（C1，C3，C5）、2个取样层（M2，M4）、1个全连接层（F6）和1个输出层（O7）。卷积层通过卷积操作提取其前一层的各种不同的局部特征，由图5可看出，C1层提取输入图像的边缘、轮廓特征，可看成是边缘检测器。取样层的作用是在语义上把相似的特征合并起来，取样层通过池化操作使得特征对噪声和变形具有鲁棒性[11]。从图上可看出，各层所提取的特征以增强的方式从不同角度表现原始图像，并且随


层将前期所提取的各种局部特征综合起来，最后通过输出层得到每个类别的后验概率。从模式分类角度来说，满足 Fisher 判别准则的特征最有利于分类，通过正则化方法（dropout方法），网络参数得到有效调整，从而使全连接层提取的特征尽量满足
Fisher判别准则，最终有利于分类[48]。图6给出了CNN 提取心电图（electrocardiogram，ECG）特征的过程，首先通过卷积单元A1、B1、C1（其中每个卷积单元包括一个卷积层和一个取样层）提取特征，最后由全连接层汇总所有局部特征。由图中也可以看出，层数越高，特征的表现形式也越抽象，显然，这些特征并没有临床诊断的物理意义， 仅仅是数理值[48]。



图5指纹经过CNN的中间层输出特征[47]




图6 ECG经过CNN的中间层输出特征[48]
2.3.6与传统的模式识别算法相比
卷积神经网络的本质就是每一个卷积层包含
一定数量的特征面或者卷积核[46]。与传统MLP相比，CNN中卷积层的权值共享使网络中可训练的参数变少，降低了网络模型复杂度，减少过拟合，从
而获得了一个更好的泛化能力[49]。同时，在 CNN结构中使用池化操作使模型中的神经元个数大大减少，对输入空间的平移不变性也更具有鲁棒性，
[49]。而且CNN结构的可拓展性很强，它可以采用很深的层数。深度模型具有更强的表达能力，它能够处理更复杂的分类问题。总的来说，CNN的局部连接、权值共享和池化操作使其比传统MLP具有更少的连接和参数，从而更易于训练。
3 CNN的一些改进算法
3.1	NIN结构
CNN 中的卷积滤波器是一种广义线性模型（Generalized Linear Model，GLM），GLM的抽象

着层数的增加，其表现形式越来越抽象[48]。全连接层F6中的每个神经元与其前一层进行全连接，该

水平比较低，但通过抽象却可以得到对同一概念的
不同变体保持不变的特征[50]。Lin等人[50]提出了一
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种Network In Network（NIN）网络模型，该模型使用微型神经网络（micro neural network）代替传统CNN的卷积过程，同时还采用全局平均取样层来替换传统CNN的全连接层，它可以增强神经网络的表示能力。微神经网络主要是采用MLP模型，如下图7所示。



（a） 线性卷积层	（b）MLP卷积层
图7线性卷积层与MLP卷积层对比[50]
图7中，（a）图是传统CNN的线性卷积层，（b）
图是NIN结构的非线性卷积层，是用MLP来取代原来的GLM。NIN通过在输入中滑动微型神经网络得到卷积层的特征面。与卷积的权值共享类似，MLP对同一个特征面的所有局部感受野也共享，即对于同一个特征面MLP相同。文献[50]之所以选择MLP，是考虑到MLP采用BP算法进行训练，能与CNN结构融合，同时MLP也是一种深度模型，具有特征重用的思想。MLP卷积层能够处理更复杂的非线性问题，提取更加抽象的特征。在传统的CNN结构中全连接层的参数过多，易于过拟合，因此它严重依赖于dropout正则化技术。NIN结构采用全局平均池化代替原来的全连接层，使模型的参数大大减少。它通过全局平均池化方法对最后一个MLP卷积层的每个特征面求取均值，再将这些数值连接成向量，最后输入到softmax分类层中。全局平均池化可看成是一个结构性的正则化算子（structural regularizer），它可以增强特征面与类别的一致性。在全局平均取样层中没有需要优化的参数，因此能够避免过拟合。此外，全局平均取样层对空间信息进行求和，因此对输入的空间变化具有更强的鲁棒
性。Lin等人[50]将该算法应用于MNIST及SVHN 等数据集中，验证了该算法的有效性。Xu等人[51]结合NIN结构提出了ML-DNN模型，使用与文献[50]相同的数据库，与稀疏编码等方法比较，表明了该模型的优越性。
3.2空间变换网络
尽管CNN已经是一个能力强大的分类模型，但是它仍然会受到数据在空间上多样性的影响。
Jaderberg 等人[52]采用一种新的可学习模块—空间变换网络（Spatial Transformer Networks，STNs）来解决此问题，该模块由三个部分组成：本地化网络（localisation network）、网格生成器（grid generator）


及采样器（sampler）。STNs可用于输入层，也可插入到卷积层或者其它层的后面，不需要改变原CNN模型的内部结构。STNs能够自适应地对数据进行空间变换和对齐，使得CNN模型对平移、缩放、旋转或者其它变换等保持不变性。此外，STNs的计算速度很快，几乎不会影响原有CNN模型的训练速度。
3.3反卷积
由 Zeiler[53] 等人提出的反卷积网络（Deconvolutional Networks）模型与CNN的思想类似，只是在运算上有所不同。CNN是一种自底而上的方法，其输入信号经过多层的卷积、非线性变换和下采样处理。而反卷积网络中的每层信息是自顶而下的，它对由已学习的滤波器组与特征面进行卷积后得到的特征求和就能重构输入信号。随后，Zeiler采用反卷积网络可视化CNN中各网络层学习得到的特征，以利于分析并改进CNN网络结构[54]。反卷积网络也可看成是一个卷积模型，它同样需要进行卷积和池化过程，不同之处在于与CNN是一个逆过程。文献[54]模型中的每一个卷积层都加上一个反卷积层。在卷积、非线性函数（ReLU）、池化（max-pooling）后，不仅将输出的特征作为下一层的输入，也将它送给对应的反卷积层。反卷积层需要依次进行 unpooling（采用一种近似的方法求max-pooling的逆过程）、矫正（使用非线性函数来保证所有输出均为非负数）及反卷积操作（利用卷积过程中卷积核的转置作为核，与矫正后的特征作卷积运算），然后形成重构特征。通过反卷积技术可视化CNN各网络层学习到的特征，Zeiler还得出以下结论：CNN学习到的特征对于平移和缩放具有不变性，但是对于旋转操作一般不具有该特性，除
非被识别对象具有很强的对称性[54]。Zhao[55]等人提出了一个新的称为SWWAE的结构，SWWAE模型由卷积结构及反卷积结构组成，采用卷积结构对输入进行编码，而反卷积结构用来进行重构。SWWAE的每一个阶段是一个“内容—位置”（what-where）自动编码机，编码机由一个卷积层及紧随其后的一个max-pooling层组成，通过max-pooling层产生两个变量集：max-pooling的输出记为what变量，它作为下一层的输入；将max-pooling的位置信息记为where变量，where变量要横向传递到反卷积结构中。SWWAE的损失函数包含三个部分（判别损失，重构损失及中间重构损失）。SWWAE在各种半监督和有监督任务中取得了很高的准确率，它特别
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适用于具有大量无标注类别而有标注类别相对少的数据集的情况，该模型也可能适用于与视频相关的任务[55]。
4训练方法及开源工具
4.1训练方法
虽然通常都认为如果没有无监督预训练，对深度神经网络进行有监督训练是非常困难的，但CNN却是一个特例，它可直接执行有监督学习训练[12]。CNN通过BP算法进行有监督训练，也需经过前向传播和后向传播两个阶段[19]。CNN开始训练之前，需要采用一些不同的小随机数对网络中所有的权值和偏置值进行随机初始化。使用“小随机数”以保证网络不会因为权过大而进入饱和状态，从而导致训练失败；“不同”用来保证网络可正常地学习训练，如果使用相同的数值初始化权矩阵，那么网络将无能力学习[56]。随机初始化的权值和偏置值的范围可为[-0.5,0.5]或者[-1,1]（或者是其它合适的区间）[57]。在实际应用中，无标注的数据远多于有标注的数据，同时对数据进行人工标注也需要耗费较大的人力。但是为了使有监督CNN得到充分的训练并获得较好的泛化能力，又需要大量有标注的训练样本，这一定程度上制约了CNN在实际中的应用。这也是有监督学习的一个缺欠。
事实上，CNN也可以进行无监督训练。现存的一些无监督学习算法一般都需要调整很多超参数（hyperparameter），这使得它们难以被利用，对此Ngiam[58]等人提出了一种只需调整一个超参数的无监督学习算法—稀疏滤波（sparse filtering）。稀疏滤波只优化一个简单的代价函数—L2 范数稀疏约束特征，从而得到好的特征表示。在稀疏滤波中，其特征分布矩阵具有如下特点：样本分布稀疏性（population sparsity）、高分散性（high dispersal）、存在稀疏（lifetime sparsity）。文中指出可将稀疏滤波用于深度网络模型中，先用稀疏滤波训练得到一个单层的归一化特征，然后将它们作为第二层的输入来训练第二层，依此类推。通过实验，发现使用稀疏滤波贪心算法逐层训练，可学习到一些很有意
义的特征表示。Dong[59]等人将稀疏滤波应用于CNN的无监督学习，同时使用该CNN模型识别交通工具类型。在文献[59]中，采用稀疏滤波作为预训练，并将CNN学习到的高级全局特征和低级局部特征输入到 Softmax 层中进行分类。随后，Dong[60]等人又采用一种半监督学习CNN用于交通


工具类型识别中。文中采用大量无标注的数据无监督训练卷积层的卷积核，该无监督算法为稀疏拉普拉斯滤波器，再用一定量的有标注数据有监督训练CNN输出层的参数，最后通过BIT-Vehicle数据库验证该CNN模型的可行性。如果数据集中只有少量的标注数据，同时还需要训练一个大的CNN网络，传统的做法是首先进行无监督预训练，然后再采用有监督学习（如 BP 算法）进行微调（fine-tuning）。
显性训练是传统的神经网络训练方法，其最大特点是训练过程中有一部分样本不参与CNN的误差反向传播过程，将该部分样本称为校验集。在显性训练过程中，为了防止发生过拟合现象，每隔一定时间就用当前分类模型测试校验样本，这也表明了校验集中样本选取的好坏会影响最终分类模型的性能。在CNN分类模型中，为了增加训练样本数，可采用“平移起始点”和“加躁”这两种技术[61]。不妨以一个采样点数为1*1900的一维信号为例，设置起始点的范围为[1,200]，训练过程中，每个样本随机选定一个起始点，截取其后连续的1700个点作为网络的输入参与BP训练过程，则CNN的输入维数为1*1700，显然起始点不同，截取所得的子段也不同。在文献[48]的校验集中，每幅ECG的起始点均为1，实际上起始点也可以不一样，但是在CNN的整个训练过程中，必须保持该校验集不变，同时校验集和训练集完全没有交集，其样本为来自不同病人的不同记录。此外，只要对类别的最终判断没有影响，也可通过加躁处理或者对原始数据做某种扭曲变换从而达到增加训练样本的目的。
在某些应用领域如计算机辅助ECG分析，不同的ECG记录或者一维信号也可能存在一些表现相似的ECG记录或者一维信号。如果校验样本不典型，即该校验集没有包含全部有差异的个体，则训练所得的分类模型就会存在偏差。由于受到一些现实条件的影响，人工挑选校验样本也并非是件易事。因此在CNN的分类过程中，还可以采用隐性训练方法。与显性训练相比，隐性训练方法与它主要的区别是怎样检验当前的分类模型。隐性训练方法从整个训练集中取出一小部分样本用于校验：用于校验的这部分样本不做加躁处理，并且对于每一个样本都截取起始点固定的子段。在实际应用中，这两种训练方法各有优势。通过实验表明，这种平移起始点和加躁技术对分类性能的提升有很大的
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帮助，尤其是对于数据不平衡的分类问题[61]。4.2开源工具
深度学习能够广泛应用于众多研究领域，离不开许多优秀的开源深度学习仿真工具。目前常用的
深度学习仿真工具有 Caffe[62]①、Torch②③及Theano[63]④等。Caffe是一个基于c++语言、且关于CNN相关算法的架构，它具有出色的CNN实现。Caffe可以在CPU及GPU上运行，它支持MATLAB和Python接口。Caffe提供了一个完整的工具包，用于训练、测试、微调及部署模型。Caffe 允许用户对新数据格式、网络层和损失函数进行拓展；它的运行速度也很快，在单个K40或者Titan GPU上一天可以训练超过4千万张图像；用户还可以通过Caffe社区参与开发与讨论。尽管Caffe可进行许多拓展，但是由于一些遗留的架构问题，它不善于处理递归神经网络（Recurrent Neural Network，RNN）模型，且Caffe的灵活性较差。
Torch是一个支持机器学习算法的科学计算框架。它是采用Lua脚本语言和C语言编写的。Torch为设计和训练机器学习模型提供了一个灵活的环境，它还可支持 iOS、Android 等嵌入式平台。最新版本Torch7使CNN的训练速度得到大幅度提升。对于Torch的时域卷积，其输入长度可变，这非常有助于自然语言任务。但Torch没有Python接口。
Theano是一个允许用户定义、优化并评价数学表达式的python库。Theano提供了NumPy的大部分功能，可在GPU上运行。此外，Theano能够自


动求微分，它尤其适用于基于梯度的方法。Theano能够很容易且高效地实现RNN模型。然而Theano的编译过程很慢，导入Theano也需要消耗时间。
Bahrampour[64]等从可拓展性、硬件利用率及速度方面对 Caffe、Torch、Theano、Neon⑤及TensorFlow⑥等5个深度学习软件架构作了比较。
其中Caffe、Torch及Theano是最广泛使用的软件架构。这五个软件架构均可在CPU或者GPU上运行，但是Neon不能使用多线程CPU，Caffe需要在安装的时候确定好 CUP 的线程数，TensorFlow、Torch及Theano则可以灵活地选择CPU 线程数[64]。文献[64]通过实验发现：Torch与Theano是两个最具有拓展性的架构，不仅支持各种深度结构，还支持各种库；在CPU上，对于任一深度网络结构的训练和部署，Torch 表现最优，其次是Theano，Neon的性能最差；在GPU上训练卷积和全连接网络，对于小网络模型Theano的训练速度最快，对于较大的网络模型则是Torch最快，而对于大的卷积网络Neon也非常有竞争力；在GPU上训练和部署RNN模型，Theano的性能最好；Caffe最易于评价标准深度结构的性能；与Theano类似，TensorFlow也是非常灵活的架构，但是它在单个GPU上的性能不如其它几个架构。表1总结了Caffe、Torch及Theano所具有的一些特点⑦。Theano没有预训练的CNN模型，所以在Theano上不能直接进行CNN无监督预训练。

表1	不同软件包的一些特点
























 (
架构
Caffe
Torch
Theano
编写语言
C++
，
Python
Lua
，
C
Python
开源
是
是
是
接口
命令行，
Python
，
Matlab
Lua
，
LuaJIT
，
C
Python
硬件
CPU
，
GPU
CPU
，
GPU
，
FPGA
CPU
，
GPU
平台
Linux
，
OS
 
X
，
Windows
，
Ubuntu
，
AWS
，
Android
Linux
，
Andriod
，
Mac
 
OS
 
X
，
iOS
，
Windows
可跨平台
适合模型
CNN
CNN
，
RNN
，
DBN
CNN
，
RNN
，
DBN
预训练
CNN
模型
有
有
无
)
                                                               
① Caffe [Online], http// caffe.berkeleyvision.org/,2016,9,22
② Torch[Online], http://torch.ch/,2016,9,22
③ Torch7[Online],	https://github.com/torch/torch7,2016,9,22
④ Theano[Online], https://github.com/Theano/Theano,2016,9,22⑤ Neon[Online], https://github.com/yelite/neon, 2016,9,22


5实际应用
⑥ TensorFlow[Online],	https://www.tensorflow.org/,2016,9,22
⑦ Compasion of deep learning software[Online], https://en.wiki pedia.org/wiki/Comparison_of_deep_learning_software, 2016,9, 22
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